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パターン認識・メディア理解の基礎技術に
関するOpen Idea
Open Ideas on Fundamental Research in Pattern Recognition and Media Understanding

安倍 満 木村昭悟 舩冨卓哉

パターン認識・メディア理解分野においてこれから取り組むべき研究課題に関する open idea のうち，当該分野の基礎
技術に関する項目を中心に報告する．パターン認識・メディア理解の処理の流れに沿って挙げられた項目を俯瞰したの
ち，その中から光情報の究極の観測，データの収集における本質的課題，認識の正答が一意ではない問題を取り上げ，そ
れぞれにおいてこれから取り組むべき研究課題に関する open idea について詳述する．
キーワード：パターン認識・メディア理解，グランドチャレンジ，open idea，基礎技術

1．パターン認識・メディア理解の基礎技術に
関する open idea の曼荼羅

本企画で議論された open idea の中から，本稿ではパ
ターン認識・メディア理解の基礎技術に関する項目を中
心に報告する．本稿では個々について全てを細かく記載
することは避け，執筆担当者がそれぞれ一部を取り上げ
て説明することとするが，図 1に列挙された項目を示し
ておく．基礎技術に大別された技術にも様々なレベルの
ものがあり，また相互に関連する項目もあった．挙げら
れた項目を整理する方法も幾つか議論されたが，ここで
はパターン認識・メディア理解の処理における流れに
沿って「データの観測」，「データの収集」，「データへの
正解ラベル付け」，「データ表現」，「扱う問題の定式化」，
「認識処理」に整理し，列挙した．

本稿で取り上げなかった項目については限られた文章
から内容を推察するしかすべがないかと思うが，読者そ
れぞれの視点から解釈して頂き，連鎖反応的に“open
idea”の輪が広がるきっかけとなれば幸いである．以降
では，執筆担当者の主観により幾つかの項目に絞って詳
細を説明する．

2．光情報の究極の観測に向けて

本章では，パターン認識・メディア理解の最初のス
テップである「データの観測」における open idea につ
いて，一つの話題を紹介する．パターン認識・メディア
理解技術が対象とする観測データには画像・音声だけで
なく，例えば加速度センサの時系列データなど，様々な
信号が含まれるが，特にここでは盛んに研究が行われて
いる画像に着目する．
一般的に，いわゆる画像とは光の強度分布を二次元で

記録したデータであるが，時間軸も含めた画像列，いわ
ゆる映像が処理対象となることも多い．また，一概に画
像といっても，モノクロ画像やカラー画像だけでなく，
近赤外画像やマルチスペクトル画像などを対象とした研
究もある．他にも，シーンを複数の視点から捉えた画像
の集合である多視点画像も処理の対象となっている．こ
のように，一概に画像といっても，様々な種類のデータ
が処理対象となっている．そもそもこれらの画像はいず
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れも，シーンを飛び交う光の強度分布を記録したものと
捉えることができ，Adelson ら(1)によって提唱された
plenoptic function という概念で整理されている．
plenoptic function は空間を飛び交う光線の強度を表
す七次元の関数 P(θ , ϕ, λ, t , V, V, V)として定義され
ている．ここで (θ , ϕ)は球面座標系で表現した光線の角
度，λは光の波長，tは時刻，(V, V, V)は三次元空間
の座標である．例えばピンホールカメラで二次元画像を
取得する場合，ピンホールの位置が (V, V, V)に対応
し，画像として得られる二次元の輝度分布はピンホール
位置を通過する光線の角度 (θ , ϕ)についての強度分布に
対応する．画像の輝度値は，カメラの分光感度特性に応
じて λについて積分し，露光時間に応じて tについて積
分した値となる．映像であれば t，カラー画像やマルチ
スペクトル画像は λ，多視点画像であれば (V, V, V)

のサンプリング数を増やしたものと捉えることができ
る．
人の視覚を模倣するセンサとしてカメラを考えるなら

ば，λ, tについてのセンサの分解能はそれぞれ三つの錐

体やその時間分解能に応じて設計することになる．実
際，一般的なカメラが RGB の 3 チャネルを持ち，映像
が約 30fps で記録される点などは，人の視覚に準じて設
計されたと考えることもできる．また，特に近年の深層
学習技術の進展に伴い，一般的なカメラで観測された画
像を処理することで，様々なパターン認識やシーン理解
が実現されていることも事実である．
しかし，光が元来持つ豊富な情報を生かすためには，

必ずしも人の視覚を模した観測が適切ではなく，目的に
応じた適切なサンプリングによって観測が行われるこ
と，つまり人の視覚機能にとらわれずに光を観測するこ
とが重要となる．実際，人とは異なる視覚系を有してい
る生物はたくさん存在し，それらはその生態に合わせて
適切な機能を獲得したと考えられる．
また科学の分野でも，人の視覚機能をはるかに超えた

能力で光を観測し，研究が進められている．例えば天文
学の分野では，天体の速度計測や距離計測に光の波長の
変化（赤方偏移）が利用されており，例えば SUBARU
Prime Focus Spectrograph では約 2 Å の波長分解能で
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図 1 パターン認識・メディア理解の基礎技術に関する open idea の曼荼羅



宇宙を観測している(注1)．光学の分野では，一瞬で起
こった出来事を 4.4 兆フレーム／秒(2)で記録する撮影法
が提案されている．いずれも，λ，t において人の視覚
をはるかに凌駕する分解能での観測を可能とするもので
あり，最先端の科学で求められている性能であると言え
よう．
このような最先端科学における観測と比較すると，人
の視覚を模した一般的なカメラで撮影した画像では，光
が持つ豊富な情報が縮退しており，そこからできること
は限られてしまう．短絡的に考えれば，plenoptic func-
tion で定義されている七つの変数それぞれに対して高分
解能な観測ができれば，更に高度なパターン認識やシー
ン理解が可能になると考えられる．しかし，当然ながら
そのような観測は容易ではない．光を受けてその強度を
測るためのセンサは二次元平面であり，時間変化を加え
るとプラス一次元の計三次元の計測が可能であるが，七
次元の観測にはまだ不十分である．以上を踏まえ，次の
ような open idea を提唱する．

〈open idea〉
課題：
二+一次元センサによる効率的な高次元光情報の
取得の実現．
意義：
普通のカメラでは区別できないような細かい差異ま
で観測でき，より豊富なシーンの情報を取り出せる．
困難性：
光学設計，電子デバイス設計，情報処理アルゴリズ
ム設計が三位一体となった研究開発が必要．

科学技術分野で利用されている観測機器では，二次元
センサのそれぞれの次元を (θ , ϕ)に割り当てるのではな
く，物理的な機構を工夫して波長 λや時間 tに割り当て
ることによって，通常のカメラの能力をはるかに超えた
分解能での光計測を実現している．例えば，走査式のハ
イパスペクトルカメラであれば，回折格子などを用いて
波長軸 λ をセンサ平面の一次元方向にマッピングし，
残り一次元はスリットを用いて θにマッピングしてい
る．このスリットを走査することによって ϕを時間軸
にマッピングすることで，多波長画像 (θ , ϕ, λ)を取得す
ることができる．ただし，ϕの獲得に時間軸を用いてい
るため，動的なシーンの計測には不向きである．あるい
は，カメラの性能を大きく超えた時間分解能を得るた
め，ストリークカメラでは入射光を光電子に変換し，時
間変化する電圧によってこの軌道を曲げることによっ
て，入射光がセンサに到着する時刻 tをセンサ平面の一
次元方向にマッピングしている．
以上の例では，波長 λや時間 tを (θ , ϕ)に変換するこ

とによって高分解能を達成していたが，観測可能な次元
の数が増えたわけではない．これらと異なり，撮影した
後からフォーカスを変更することができるカメラとして
注目されたライトフィールドカメラ(3)は，マイクロレン
ズアレーを用いることによってセンサ平面の各軸に光情
報の複数の次元 (θ , V)，(ϕ, V)をそれぞれマッピング
している．このカメラは，二次元平面のセンサで四次元
の光情報を記録していると捉えることができ，これに
倣った設計の工夫ができれば，高次元な光の情報をうま
く二次元平面に展開することも可能であると考えられ
る．光情報が本来持つ七次元情報をできるだけそのまま
に二+一次元へ展開できれば，パターン認識・理解技
術の入力が持つ情報が豊富になり，シーンに関するより
深い理解が実現できると期待される．
一方で，高次元な光情報を低次元なセンサに展開した

場合，それぞれの次元の解像度は劇的に低下してしま
う．センサの解像度自体を向上させればこの問題の解決
につながるが，光エネルギーの総量は変わらないとする
と，光情報を高次元に分解すればするほど，個々の観測
が受けるエネルギーは微弱となり，雑音の影響が大きく
なることも問題となる．そのため，高分解能な計測を究
めるだけではなく，効率の良い計測が求められるだろ
う．この問題の解決には以下のような仮定が有効であろ
うと考えている．
まず，仮に七次元全てで高解像度に光情報を取得でき

たとしても，そのほとんどが冗長であると予想される．
それは例えば，視点位置 (V, V, V)を変えても見える
景色は劇的には変化しないし，分光分布はほとんどにお
いて波長 λ に関し滑らかである．また，シーン自体の
変化も時間的には滑らかであると自然に仮定されてい
る．つまり，各次元において光情報はほとんど滑らかに
変化していると考えられる．その中でも特に重要なの
は，変化が特異な部分，つまり通常の画像におけるエッ

ジ部分  ∂P
∂θ ,

∂P
∂ϕ ，視差の境界 ∂P

∂X，分光分布が大きく

変化する波長 ∂P
∂λ ，シーンが急激に変化する時刻

∂P
∂t

などであり(注2)，更に，そのような変化が特異な部分は
疎であると仮定できるだろう．
全体の中でも特に変化が特異な部分だけを選択的に，
かつ効率的に観測するには，スパースモデリングや圧縮
センシングなどの情報処理技術と組み合わせるアプロー
チが有効であると予想している．光学設計，電子デバイ
ス設計，情報処理アルゴリズム設計が三位一体となった
研究開発が必要となるだろう． （執筆：舩冨卓哉）
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(注 1) http://pfs.ipmu.jp/research/parameters.html（平成 30 年 4 月
17 日取得）
(注 2) 文献(1)においても初期視覚における機能として同様の議論が
されており，plenoptic structure と名付けられている．



3．データ収集の未来像

統計的機械学習に基づくパターン認識の研究は，学習
とテストのためのデータを収集するところから始まる．
大きくは教師なし学習と教師あり学習の二つに分類でき
るが，画像認識の実課題においては（特に製品として社
会実装されているものについては），人手で真値を準備
し，入力と出力を関係付ける写像を真値から学習する教
師あり学習が適用されることが多い．ImageNet もまた
クラスラベルの真値が付与されているデータセットであ
り，100 万枚を超える画像に対してラベルを付与されて
いる．このデータセットにおいて研究者が識別タスクの
性能を競い合った結果，畳込みニューラルネットワーク
の有効性の再発見につながった(4)．大規模にラベル付け
されたデータセットがその後の研究コミュニティの方向
性を決定付けたという意味で，印象深い出来事であった
と言えよう．

3.1 データアノテーションの呪い
しかし，解くべきタスクが単純なクラス識別から物体
検出・領域分割・オプティカルフロー推定などと高度に
なるについて，手作業による真値の入力が極めて困難に
なりつつある．例えばXie ら(5)は，データ収集における
本質的課題として「データアノテーションの呪い」を提
唱している．図 2 は文献(5)からの引用であり，データ
入力に要する時間と画像枚数の関係について，主要な
データセットごとにプロットしてある．ImageNet のよ
うに，画像にクラスラベルを付与するというタスクであ
れば，1 枚の画像に対して真値を付ける労力は高々 1分
程度で済むものの，1 ピクセルごとにクラスラベルを推
論する semantic segmentation のような高度なタスクで
は，学習データにも 1ピクセルごとにクラスラベルの付

与が必要であるため，1 枚当りのアノテーションの時間
がはるかに増大していることが読み取れる．semantic
segmentation に限らず，人体の姿勢推定や指の関節位
置推定など，高度な認識タスクであるほどデータの準備
が難しく，データ収集には工夫を凝らす必要が出てく
る．機械学習でよく言われる本質的課題として次元の呪
いというものがあるが，つまるところデータ収集自体も
本質的課題として呪われているというわけである．な
お，Xie らはデータアノテーションの呪いを突破するた
めに，二次元画像に直接真値を入力するのではなく，三
次元地図上にアノテーションをしておき，ここから擬似
的に生成した真値を二次元画像に付与するというアプ
ローチをとった．アノテーションの方法自体を工夫する
ことで，データアノテーションの呪いの回避を狙ったわ
けである．
そして農業や介護などの社会課題を解くとなると，
データアノテーションの難易度は更に高まるかもしれな
い．介護のように人と人とのコミュニケーションを扱う
分野では，何をどのように定量化すべきかすら不明なこ
とも多い．このようなタスクにおけるデータセットの準
備は，技術的に興味深くもひどく悩ましい問題である．

3.2 コンプライアンスの壁
データ収集に立ちはだかる壁は，真値の入力に要する

作業労力の問題だけではない．例えば，自動運転におけ
るデータ収集について考えてみよう．車線逸脱や近接車
両の急接近など，危険な状況から回避行動をとるために
は，そのような危険なシーンが学習データに多く含まれ
ていることが理想である．しかしながら，もちろんその
ような危険なシーンを意図して撮影するわけにはいかな
い．データ収集中に意図せず危険なシーンを撮影できて
しまったとしても，そのようなシーンは膨大なデータ
セットの中のごく一部である．基本的に我々が入手でき
るデータは，安全な走行シーンが続く極めて偏りのある
データセットでしかないのである．安全性に関するコン
プライアンス遵守だけでなく，プライバシーやセキュリ
ティに関しても同様のことが言えるだろう．多くのデー
タセットは，コンプライアンス遵守の観点から暗黙的に
バイアスを受けていると考えるべきである．

3.3 評価のジレンマ
また別の観点として，パターン認識アルゴリズムの性

能を評価するときにも，同様の困難さが生じる．例えば
ランド研究所のレポート(6)には，自動運転の安全性を統
計的に証明することの難しさについて述べられている．
Kalra らは，自動運転が人間による運転よりも安全であ
ることを証明するためには，どの程度の距離を走行しな
ければならないかを，幾つかの大胆な仮定の下で概算し
た．その結論を引用すると，物損事故で 5,100 万マイ
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図 2 データアノテーションの呪い 文献(11)の図 1 を簡易化
して引用した．タスクが複雑になるほど，データ入力に要する所
要時間が長くなり，十分多くのデータを集めることが困難になる．



ル，負傷を伴う事故で 1億 2,500 万マイル，そして死亡
事故で実に 88 億マイルの走行が必要とのことである．
更に困ったことに，自動運転車が安全になればなるほ
ど，その安全性評価が難しくなるというジレンマがあ
る．無論，レポートで示された必要距離は市場投入前に
試走できるデータ量を明らかに超えている．要するに単
純に実データを大量に集めて評価をするというこれまで
のアプローチとは，全く別の枠組みが必要ということを
示唆しているわけである．

3.4 静的なデータセットから動的なデータセットへ
そこで，ここでは以下のような open idea について考

察してみたい．

〈open idea〉
課題：
コンプライアンス上の問題によるデータ収集自体の
困難さ，データの分布の偏り，真値入力作業の複雑
化に伴う準備コストの増大は，データ収集の本質的
課題と言える．
意義：
新しいデータセットの在り方が次の研究分野をけん
引し得る．
困難性：
データ収集の本質的課題を解決できる「データセッ
ト」の在り方とは何か？

振り返ると，これまでのパターン認識分野において，
データセットといえば入力と真値のペアが整理された状
態で大量にストレージに保存されているものが主役で
あった．一方，強化学習の分野では行動（action）に応
じて環境（environment）が変化し，観測（observa-
tion）が得られるというサイクルを繰り返す仮想環境が
いわばデータセットとして活用されている．例えばよく
知られているものとして，OpenAI gym(7)などがある．
前述したような様々なジレンマを解消するためには，行
動に応じて動的にデータ生成を行うような仮想環境が，
これから先は積極的に活用されていくかもしれない．仮
想環境であれば，危険な蛇行運転といったコンプライア
ンスに反する運転行動のデータを集めることも容易で，
事実上無限のデータ収集を行うことができる．コン
ピュータグラフィックスを援用すれば，様々な真値を半
自動的に生成することも可能であろう．
2018 年 3 月に開催された GTC2018 において，NVI-
DIA が自動運転車の安全性テストを目的とした仮想環
境 DRIVE Constellation を開発したという発表があっ
た．これはカメラ，ライダなどの自動運転車のセンサを
シミュレートし，暴風雨・吹雪等の異常な天候を含む

様々なテスト環境を膨大に生成するシステムという触れ
込みで，明らかに前述の課題に対する意識が根底にある
と思われる．また，ゲームエンジンとして幅広く浸透し
ている Unity は，強化学習のフレームワークとして
Unity Machine Learning Agents(8)を提供し始めている．
ここにきて CGから機械学習へのアプローチが増えてき
たことは興味深い．しかしながら，厳密には CGと実画
像はデータの生成過程が異なっており，CG で学習した
モデルが実画像で良い汎化性能を達成できるかどうかは
検討の余地がある．また逆に，CG による仮想環境下で
システムを網羅的にテストしたとしても，それをもって
して実世界における安全性を担保したことになるかどう
かについては，まだまだ疑問が残るところである．とは
いうものの，CG と実画像のギャップを埋めるための研
究がここ数年の間に多数発表されており，新たな展開を
見せそうな様相である．
CG と CV の研究者は，その境界領域として image

based rendering などといった任意視点生成技術を実現
してきた．映画や放送の分野では既に実用化されてきた
技術ではあるが，動的データセットたる仮想環境を実現
する上で，任意視点生成技術は次の主要なトピックにな
るかもしれない．Bojarski ら(9)は，水平方向に 3台のカメ
ラを並べた車両を走行させ，車線逸脱（ドリフト）した
ときの画像を擬似的に生成することで，危険なシーンを
学習するというユニークなアプローチを提案した．これ
を用いて画像からステアリングを直接回帰する自動運転
システムを開発している．簡易的ではあるが，これは正
に image based rendering を機械学習に応用した好例で
あり，今後もこうした動きが広がるのではないだろうか．
静的なデータセットである ImageNet が深層学習の大
きな潮流を生んだことを考えれば，仮想環境のような動
的データセットが十分に整ったとき，次のブレイクス
ルーが生まれる可能性も少なくなかろうと思う．このよ
うな新しいデータセットの在り方から次のパターン認識
の潮流が生まれる未来に，個人的には大いなる期待を寄
せている． （執筆：安倍 満）

4．認識処理再考

パターン認識における最も基本的な問題設定は，与え
られたパターン に対して何らかの認識結果 を出力
する，というものである．認識問題をクラス分類で定義
できる場合には，出力は離散値のクラスラベルである．
また，認識が何らかの予測を伴う場合には，出力は実数
値若しくは実数ベクトルとなる．この他，画像から物体
領域を抽出するセグメンテーション，画像を入力して説
明文を出力する画像説明文生成，画像と属性情報を入力
して画像を属性に従って変換する画像変換など，様々な
タスクがこの枠組みに含まれる．
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標準的なパターン認識の問題設定では，この入出力関
係 fを決定的若しくは確率的な関数でモデル化する．す
なわち，入力が同一であれば出力も確率的な変動 εを除
けば同一であることを仮定する．

=f ()+ε, ε~p(ε).

実用上の多くの場面において，この仮定は十分にリーズ
ナブルであり，各種の機械学習・最適化技術の恩恵によ
り，入出力関係 fが極めて複雑であってもその関係を表
現できるようになっている．
しかし，現実世界におけるパターン認識の問題は，入

出力関係が必ずしも関数として表現できない，すなわ
ち，入力が同一であっても出力が同一とは限らない，
「正解不定の認識問題」も多数存在する．

〈open idea〉
課題：
認識の正答が一意ではない問題をどのように扱う
か．
意義：
個人・文脈・環境に合わせて適切な応答を返せる，
より人間に寄り添う認識システムの構築が可能にな
る．
困難性：
個人・文脈・環境をどのように programmable な
形に表現するか，個人・文脈・環境をどのように
sensing するか，あるいはそれらの影響をどのよう
にして小さくするか．

その端的な例として，正解が状況によって異なる
「パーソナライズド認識」と，正解がどこにもない「究
極の選択マシン」を考える．
パーソナライズド認識とは，唯一無二の正解が存在す

ることを仮定する従来の認識問題とは異なり，個人・文
脈・環境によって正解が異なる認識問題とする．先行研
究(10)では，物体認識のタスクにおいて，最も詳細な物
体名称ではなく，万人に理解できると思われる一般的な
物体名称を認識結果とする（図 3）ことにより，パーソ
ナライズド認識の複雑な問題を回避しようとしている．
しかし，実際には，認識結果を受け取る人の知識や趣味
し好によって，どの程度詳細な物体名称を返すのが最良
であるのかは大きく変わり得る．
究極の選択マシンとは，考え得るどの選択肢を選んで
も同等の結果になる，正解がどこにもない認識問題であ
るとする．Dumon による記事(11)では，自動運転におけ
る事故の例が挙げられている（図 4）．この例では，1 か
ら 3のいずれの選択肢を選択しても，自分若しくは他人

が高い確率で死ぬことになるが，それを回避する手段は
なく，何らかの判断をしなければならない状況である．
この問題は，本質的に正解がないわけではなく，ある評
価尺度，例えば「自分が死ぬ確率を最小にする」などの
基準をその場で選択することができれば，その基準にお
いての正解はただ一つ（図 4の例では 2を選択）に定ま
る．すなわち，この問題の本質的な困難さは，想定し得
る評価尺度が複数存在し，どの評価尺度が実際に使われ
るのかを認識システムが事前に把握できない点にある．
これらの例はいずれも，認識対象は同一であるにもか

かわらず，認識結果の評価基準が様々な要因によって大
きく変化するため，最適な認識結果が不定になる問題で
あると考えることができる．
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図 3 パーソナライズド認識の考え方（文献(8)から引用，英文
は和訳して表示）

図 4 究極の選択マシンの一例（文献(3)から引用，一部改変）



これに加え，認識問題の正解自体がそもそも不定とな
る場合も多く存在する．例えば，感情・意図など人間の
内部状態を予測する認識問題の場合には，内部状態の正
解を定義することが極めて困難であり，内部状態との相
関が強いとされている計測量・統計量を用いた別の認識
問題の出力を正解として採用せざるを得ない場合も多
い．人間の内部状態の予測に関する議論は，後述の本小
特集 3の 1．を参照されたい．
ここまでの議論を踏まえ，上記に示した「正解不定の
認識問題」の困難さをより明確にするため，この問題を
以下のような最適化問題として単純化する．ここで，f，
 及び h はそれぞれ，入力  から認識結果 に変換す
る認識関数，観測困難な真の正解  を観測可能な形 

に変換するラベリング関数，認識関数の出力 を正解 

と比較する評価関数であり，θは各関数のパラメータ，
zは未知の環境変数，εは観測雑音である．

θ=min
θf

h(,  ; z, θ),

=f ( ; z , θ)+ε ,

=( ; z, θ)+ε.

パーソナライズド認識や究極の選択マシンは評価関数
(⋅)の環境変数 zの影響が大きい例であり，人間の内
部状態を予測する問題はラベリング関数 (⋅)の形状あ
るいは環境変数 zが未知である事例である．この定式
化によれば，正解不定の認識問題の困難さは，仮に各関
数の形状が既知であったとしても，環境変数 zが未
知，かつ多くの実問題において観測困難であるため，常
に最適な出力を返す認識関数 fの設計若しくはそのパラ
メータ θ の推定は極めて困難である，という点にある．
この困難さの解決のためには，少なくとも以下の二つ

の課題を解決する必要がある．

1．未知かつ観測困難な実現象をどのようにして環境
変数 zとして表現するか．

2．未知かつ観測困難な環境変数 zの影響をどのよ
うにして小さくするか．

数理的な観点に立つとこれら二つの課題は表裏一体であ
り，環境変数の影響が小さくなるようなモデル化を導入
できる環境変数の表現形式を選択する必要がある．例え
ば，環境変数 zを支配する何らかの確率密度関数を仮
定して，環境変数について各関数を周辺化することで環
境変数を消去するアプローチが考えられる．パーソナラ
イズド認識の例では，環境変数として対象物体に対する
知識水準を採用して，これを実数スカラ値で表現し，こ
の環境変数の分布として正規分布を採用すると，この周
辺化操作による結果として，平均的な知識水準を持つ人

に合わせた認識結果を返す認識器が得られる．この例の
ように，非常に単純化されたモデルを利用すれば，幾つ
かの限定された状況においては，正解不定の認識問題の
解法が見つかる可能性がある．
しかしながら，環境変数の予測若しくはモデル化は一

般には容易ではない．なぜなら，多くの場合，環境変数
は人間の内部状態に強く関連しているためである．パー
ソナライズド認識や究極の選択マシンの例では認識結果
を評価する人間の知識水準・選好基準，感情・意図認識
などでは正に人間の内部状態そのものを予測しようとし
ている．
環境変数が認識システムに関わる人間の内部状態と強
く関連することに着目し，その人間との間で何らかのイ
ンタラクションを許容すると，環境変数の影響を小さく
できる可能性がある．パーソナライズド認識の例では，
認識結果を受け取る人間との対話が可能であれば，その
対話を通じて知識水準や趣味し好を絞り込むことがで
き，認識結果を受け取る人間の意図に沿った認識結果を
出力できるようになるだろう．
インタラクションの導入を許容すると，正解不定の認

識問題を強化学習の一種として捉えることもできるかも
しれない．すなわち，評価関数 h(⋅)の出力を報酬とし
て，認識関数 f (⋅)のパラメータ θ を何らかのインタラ
クションによって最適化する，という可能性である．強
化学習を用いるアプローチでは，環境変数が時間的ある
いはインタラクションによって変動し得る場合を自然に
包含している．
更には，入力パターン に別の補助情報を付け加え
ることによって，評価関数の環境変数 zの影響を小さ
くするアプローチも考えられる．このとき，認識関数の
環境変数 z が補助情報の役目を果たすことになる．
パーソナライズド認識の例で具体的に説明すると，単に
画像の物体名を返すのではなく，「一般的な名称として
は…です，より詳細には…と呼ばれます」などのよう
に，解を制御する条件を認識側で準備しておき，その条
件と解を同時に提示する，という戦略が対応する．
ここまでの議論から一端が見えるように，パターン認

識の問題は人間同士のコミュニケーションと結び付く点
が少なくない．同じ情報を提示したとしても，受け取る
側がどのように評価するかは大きく変わり得るし，その
評価ができるだけ変動しないようにするためには，文脈
を注意深く設計しなければならない(注3)．深層学習の発
展によって通り一遍のことができるようになったと思わ
れているパターン認識が，次の一歩を踏み出すとすれ
ば，コミュニケーションとしてのパターン認識の再考に
なるのかもしれない． （執筆：木村昭悟）
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(注 3) http://blog.szk.cc/2016/10/08/does-it-need-a-sympathy/に，
映像CMを題材とした例が紹介されている．
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