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1．  リザバーコンピューティングとは
　リザバーコンピューティングとは，リザバー（Reservoir）
を利用する計算のことである （1）, （2）．リザバーという用語は，
日常的には貯水池や液体をためるタンクを指すものとして使
われるが，大量の情報・知識の蓄積という抽象的な意味も持
つ．貯水池を想像すると分かりやすい．水面に物体を連続し
て投入すると，複雑な波紋のパターンが広がる（図 1）．こ
のように，一連の入力，すなわち時系列入力をリザバーに与
えると，リザバーはそれに応じて時間とともに変化する動的
な応答を示す．こうした波紋パターンの時間変化は，時系列
入力を構成する各入力の大きさだけでなく，その前後関係に
も依存して決まるので，時系列入力の情報が蓄積されたもの
と考えることができる．すなわち，時系列入力はリザバーの
動的な波紋パターンに情報変換される．このリザバーの状態
変化から入力情報の特徴を取り出すことで，時系列データの
パターン認識が可能となる （2）．
　時系列データを対象とする機械学習処理の多くは，時系列
予測・時系列分類・時系列異常検知・時系列生成などの基本
的なタスクに帰着される．これらを総称して時系列パターン
認識と呼ぶ．タスクを解くには，リザバーの状態変化から入
力情報の特徴を取り出して所望の出力へと写像する適切な読
出し（リードアウト）機構が必要である．通常はリザバー状
態の加重和（線形和）で出力が与えられると仮定し，所望の
出力が得られるように，その重みパラメータを線形回帰など
の簡便な学習則を用いて最適化する．実践的なタスクのほと
んどは線形分離不可能な問題であるため，リードアウトの変
換が上記のように線形の場合には，リザバーによる入力の変
換は非線形である必要がある．

　以上をまとめると，リザバーコンピューティングは，固定
されたリザバーと学習可能なリードアウトを用いて，動的シ
ステムを近似的に表現する計算の枠組みであると言える （1）．
リザバーコンピューティングモデル／システムを開発する上
での目標は，適切なリザバーを設計し，訓練用の時系列デー
タを用いて最適なリードアウトを定めることにより，それが
未知の時系列データに対しても適切な出力を与えるように汎
化性能を高めることである．

2．  ニューラルネットワークによる実装
　リザバーコンピューティングは，リカレントニューラル
ネットワークの特殊な学習手法が一般化されてできた枠組み
である （3）．リザバーに相当するのは，事前に設定された固定
重みのリカレントニューラルネットワークである（図 2

（a））．代表的なモデルとして，人工ニューロンで構成される
エコーステートネットワーク （4）や，スパイキングニューロ
ンで構成されるリキッドステートマシン （5）が知られている．
　リザバーは固定しておき，リードアウトのみを簡便な学習
則で最適化するという方針により，モデルのパラメータ全て
を勾配法に基づいて最適化する深層学習モデルと比べて，学
習計算量を大幅に削減することができる．すなわち，高速学
習が可能となる．その反面，特に難しいタスクにおいては，
深層学習に匹敵する高い認識率を実現することは容易ではな
い．リザバーコンピューティングが性能面で深層学習にどこ
まで迫れるかは，タスクの難易度にも依存するが，まだ十分
明らかにはなっていない．高性能を達成するには，タスクに
適合する良いリザバーを用意しておく必要がある．
　リザバーの性質を左右するのは，①リザバーの中で次第に
減衰していく過去の入力の記憶の長さ，②リザバーによる変
換の非線形性の強さ，③リザバーの大きさ，などの要素であ
る．これらの性質が計算性能に与える影響は互いに独立では
なく，また扱う時系列データやタスクによってリザバーが備
えるべき性質は異なるため，その調整は一筋縄ではいかな
い．リザバーの設計に関する指針 （6）はあるが，試行錯誤が
必要となることが多い．
　近年，標準的なリザバーコンピューティングモデルを拡張
することにより，様々な発展的モデルが提案されており，新
たな学習手法の開発や計算理論的解析も進展している （7）, （8）．
例えば，複数のリザバーを用いるディープリザバーコン
ピューティングモデルの提案 （9），大規模カオス力学系の時空
間パターンの再現 （10），ニューロンの特性ばらつきを活用し
たマルチスケールモデリング （11）などの研究がある．リザ
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図 1　リザバーの一例　　水におはじきを投入していくと複雑な波紋が
広がる．波紋は入力情報を蓄積したものとみなせる．
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バーコンピューティングの特長は高速学習計算であるから，
計算量と計算性能のトレードオフを考慮しつつ，効果的な発
展的モデルの開発が行われている．

3．  物理系によるハードウェア実装
　深層学習の普及を受けて，その学習計算を高速化するため
の特定用途向け集積回路（ASIC）が開発されている．それ
に対して，リザバーコンピューティングでは，リザバーを適
応的に調整する必要がないので，そのハードウェア実装には
多様な材料・媒質・物理系を利用できる （12）, （7）．それらは，
時系列入力を高次元の動的現象に非線形変換するというリザ
バーの役割を果たすものであればよく，実際にバケツの水を
利用して線形分離不可能な分類タスクを解いた例が報告され
ている （13）．ほかにも，時間遅れ系，セルオートマトン，結
合振動子系などの非線形力学系や，電気・電子，光，スピ
ン，微小機械，化学物質，ナノ粒子，ソフトマテリアル，培
養細胞などに基づく様々な物理系が利用できる．このような
物理リザバーコンピューティングは，各物理系の反応特性を
利用した作り込みの少ないハードウェア実装を可能とし，将
来の人工知能デバイス実現の基礎原理として有用だと考えら
れる．ニューロモルフィックコンピューティングの一つとし
ても注目されている （14）．リードアウトは学習則に基づいて
適応的に変化させて書き換える必要があるため，FPGA な
どの集積回路で実装されることが多い．
　物理リザバーの実用化に向けて，実装の効率化は課題の一
つである．ニューラルネットワークのようなネットワーク型
の構造では，スケールアップすると配線数が爆発的に増加す
る可能性がある（図 2（a））．そこで，遅延フィードバック
型 （15）や連続媒質型 （16）などの新たな実装方式も考案されてい
る（図 2（b），（c））．物理リザバーの利用に伴う信号処理も
計算性能に影響を与え得るので，信号の解像度，サンプリン
グ精度，機器の物理的制約，雑音や環境変化なども考慮すべ
き要素である．また，信号の符号化／復号や前処理／後処理
に依存して，計算性能は変わり得る．したがって，物理系の
反応特性にふさわしい信号処理手法を見いだすことが，効果
的なハードウェアの実現につながる．今後の課題として，物
理リザバーの設計原理の確立，各物理リザバーの計算性能・
実装効率の評価，他の人工知能デバイスとの比較，などが挙
げられる．

4．  実応用への展望
　リザバーコンピューティングの特長は高速学習であるか
ら，例えば端末やセンサから取得される時系列データのリア
ルタイム情報処理に適していると考えられる．つまり，計算
資源や消費電力が制約される状況下でも機能するエッジ計算

用の人工知能システム／デバイスの基礎原理として有望であ
る．将来的には，リザバーコンピューティングチップとセン
サの一体化により，IoT 社会を支える情報処理システムの実
現が期待される．
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図 2　リザバーの設計例　　学習するのはリザバーから出力への重みパラメータのみ．


